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� desde o  primeiro estudo sobre GWS, a comparação entre as metodologias 
estatísticas vem sendo amplamente explorada nas principais publicações
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� Modelo geral para GWS: Regressão múltipla

A diferença entre os métodos estatísticos está nas 
pressuposições a respeito dos efeitos de SNPs (ai)



1) RR-BLUP (Random regression - BLUP): Meuwissen et al. (2001)
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2) GBLUP: Van Raden (2008)
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OBS. GBLUP E RR-BLUP SÃO MODELOS EQUIVALENTES !
GBLUP

RR-BLUP
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� Softwares para RR-BLUP

� Softwares para GBLUP



Aula prática 2

RR-BLUP e GBLUP



Nivelamento em 

Inferência Bayesiana





Motivação: Gustavo de los Campos et al. (2013)  10.1534/genetics.112.143313



Motivação: Daetwyler et al. (2012)     10.1534/genetics.112.147983



Motivação: Meuwissen et al. (2009)   Genetics Selection Evolution 2009, 41:2

Motivação: Meuwissen e Goddard (2010) Genetics  185:623–631 ( June 2010)
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3) Métodos Bayesianos





OBS. críticas
1) Meuwssen et al. 

(2001) Simularam 

dados sob o modelo 

Bayes B

2) A condição

Não é real em estatística
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Silva et al. (2011) A note on accuracy of Bayesian LASSO regression in GWS

Livestock Science 142 (2011) 310–314.
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Aula prática 3

Métodos Bayesianos em GWS



4) Regressão múltipla com redução de dimensionalidade
PLS – Partial Least Square  - Quadrados Mínimos Parciais

Segundo Garthwaite(1994), o método PLS apresenta similaridades com o 

método de Regressão via Componentes Principais (PCR), sendo a maior diferença 

entre eles dada pelo fato do PCR levar em consideração apenas as variáveis 

explicativas na construção dos componentes, enquanto que o PLS também leva em 

consideração a variável dependente. 

Quadrados Mínimos Parciais (PartialLeastSquares – PLS) foi introduzido por 

Wold em 1975, sendo considerado útil a construção de equações de predições em 

situações nas quais se tem um grande número de variáveis explicativas e um número 

relativamente pequeno de dados amostrais  

OBS.: O fato de ser usado para predição de y quando p > n chamou a
atenção para a utilização deste método em GWS



Motivação



Azevedo et al. (2014): proposta de melhora via Comp. Indep.





Exemplo com 2 covariáveis (2 SNPs no contexto de GWS)

            Variáveis originais                                Variáveis centradas na média 
Y  

1X  2X  1U  11V  12V  

1y  11X  21X  
1y Y−  111X X−  221X X−  

2y  12X  22X  
2y Y−  112X X−  222X X−  

⋮  ⋮  ⋮  ⋮  ⋮  ⋮  

ny  1nX  2nX  
ny Y−  11nX X−  22nX X−  

1º Ajuste: regressões de U1 em função de V11 e V12 (separadamente) 
 

1111 11Û b V= ɵ   e   1212 12Û b V= ɵ  

 

Construção do 1º Componente (considerando pesos iguais para cada covariável) 

 

11 121 11 12 11 12
ˆ ˆT U U b V b V= + = +ɵ ɵ  



2º Ajuste: regressões de U1, V11 e V12  em função de T1 (separadamente) 
 

1 1 1 1U c T e= + ⇒ 1 2 1 1 1
ˆˆe U U c T= = −ɵ  

*

11 11 1 11V d T e= + ⇒
*

11 21 11 1 1
ˆ

je V V d T= = −ɵ   

*

12 12 1 12V d T e= + ⇒
*

12 22 12 12 1
ˆe V V d T= = −ɵ   

3º Ajuste: regressões de U2 em função de V21 e V22 (separadamente) 
 

2121 21Û b V= ɵ    e   2222 22Û b V= ɵ  

 

Construção do 2º Componente (considerando pesos iguais para cada covariável) 

 

21 222 21 22 21 22
ˆ ˆT U U b V b V= + = +ɵ ɵ  

 

OBS.: Já foram obtidos dois componentes (T1 e T2) 



4º Ajuste: regressões de y (variável dependente original) em função de T1 e T2

(simultaneamente – enfoque de regressão múltipla) 
 
 

• p/ apenas um componente (T1):  0 1 1y Tα α ε= + +  

• p/ os dois componentes (T2):  0 1 1 2 2y T Tα α α ε= + + +  
 
 

Predição de y em função dos componentes (GEBV no contexto de GWS) 
 
 

• p/ apenas um componente (T1):  0 1 1 1
ˆ ˆˆ compy T GEBVα α= + =  

• p/ os dois componentes (T2):  0 1 1 2 2 2
ˆ ˆ ˆˆ compy T T GEBVα α α= + + =  

 

OBS. É necessário determinar o número ótimo de componentes (Ex. EQM) 



Havendo interesse em obter os coeficientes da regressão de y em função das 

variáveis originais (X1 e X2) é necessário “voltar” com os termos que 

originaram cada componente (T1 e T2), i.e., deixar a equação em função de 

X1 e X2. 
 

11 12 21 220 1 11 12 2 21 22
ˆ ˆ ˆˆ [ ] [ ]y b V b V b V b Vα α α= + + + +ɵ ɵ ɵ ɵ

 
 

11 12 21 220 1 11 12 2 11 11 1 12 12 1
ˆ ˆˆ ˆ ˆ ˆ[ ( ) ( )] [ ( ) ( )]y a a b X X b X X a b V d T b V d T= + − + − + − + −ɵ ɵ ɵ ɵ

 
 

Após algumas operações, é possível isolar os termos X1 e X2: 

 

0 1 1 2 2
ˆ ˆ ˆŷ X Xβ β β= + + . 

 

OBS. Sob o enfoque de GWS, β1 e  β2 representam os efeitos dos SNPs 

11 12 21 220 1 11 12 2 21 22
ˆ ˆ ˆˆ [ ] [ ]y b V b V b V b Vα α α= + + + +ɵ ɵ ɵ ɵ

11 12 21 220 1 11 12 2 11 11 1 12 12 1
ˆ ˆˆ ˆ ˆ ˆ[ ( ) ( )] [ ( ) ( )]y a a b X X b X X a b V d T b V d T= + − + − + − + −ɵ ɵ ɵ ɵ



O algoritmo apresentado algebricamente, passo a passo, pode ser rescrito em 
forma matricial 





Aula prática 4

PLS em GWS



Como incorporar os resultados dos métodos apresentados em programas de 
melhoramento??

1) Índice de seleção (VanRaden et al., 2009)

VanRaden et al. (2009) propuseram o cálculo do GEBV como sendo um índice de seleção 

combinando resultados das análises tradicionais e genômicas, o qual é dado por:  

GEBV = b1*DGV + b2*PIs + b3*PIt,                                                                                      

em que: 

GEBV é o valor genético genômico; 

DGV é o valor direto genômico obtido da análise GWS considerando apenas os indivíduos 

genotipados   

 PIt é o valor genético predito pela análise tradicional ao se considerar todos os indivíduos da 

população  

 PIs é o valor genético predito pela análise tradicional considerando apenas informação de 

parentesco entre os animais genotipados,   

b1, b2 e b3 são os pesos atribuídos a cada fator que serão estimados via sistema de equação

apresentado a seguir. 

(1)



O seguinte sistema linear será utilizado para a obtenção dos pesos: 

b1*V11 + b2*V12 + b3*V13 = V11, 

b1*V12 + b2*V22 + b3*V23 = V22,                                                                                         

b1*V13 + b2*V23 + b3*V33 = V33, 

em que:  

V11, V22, e V33 são, respectivamente, a confiabilidade (acurácia ao quadrado, r
2
) de DGV, 

PIt e PIs. De acordo com VanRaden et al. (2009), define-se V12 = V22, V23 =V22 e  V13 = V22 + 

(V11 − V22) (V33 − V22)/(1 −V22). 

(2)

Uma vez resolvido o sistema linear em [2], os valores obtidos para b1, b2 e b3 serão utilizados 

em [1] para se obter o GEBV e também na equação [3] para se obter a confiabilidade  esperada 

para o GEBV (r
2

GEBV), a qual é dada por: 

r
2

GEBV = b1*V11 + b2*V22 + b3*V33.                                                                                    (3)



2) Análise multicaracterística (Kachman, 2008)

(y)

(m1) (m2)

Pode ponderar pela acurácia (matriz W)



Legarra et al. (2 009) propuseram uma abordagem baseada neste modelo tradicional, na 

qual a matriz de co -variância dos efeitos aleatórios (também denominada de matriz de 

parentesco) contempla simultaneamente informações de parentesco baseadas em pedigree 

(matriz A tradicional) e baseadas em marcadores SNPs, a denominada matriz de parentesco 

genômico (G), que é dada por: i i

i

= 2 q (1-q )'/ ∑G MM sendo M a matriz de genótipos (N linhas 

e p colunas, em que N é o número de animais genotipados e p é o número de marcadores) e qi a 

menor frequência alélica de cada marcador i. 

Dessa forma, considerando o modelo tradicional:  

 =  +  + ,µy 1 Zu e                                                                                                                

em que:  

y é o vetor  de fenótipos (de todos os indivíduos sob análise) corrigidos para efeitos fixos e 

desregressados para efeitos genéticos de genitores; 

 µ representa a média geral;  

u representa diretamente o vetor EGBV, assumindo que 
2

u ~ N(0, )σu H ; 

e representa o vetor de resíduos, assumindo que 
2

e ~ N(0, )σe I ; 

3) Single-step (Legarra et al., 2009): restrito ao G-BLUP



11 12

12 22

   
= = +   −   

A A 0 0
H A

A G 0 G A ,                                                                                      

A11 é a matriz de parentesco tradicional entre os indivíduos não genotipados,  

A12 é a matriz de parentesco traditional entre os indivíduos genotipados e não genotipados, 

 A22 é a matriz de parentesco tradicional entre os indivíduos genotipados e G é a matriz de 

parentesco genômico entre indivíduos genotipados.  

Qual a melhor opção para incorporar informações 
genômicas?

1) Índice de seleção
2) Multicaracterístico
3) Single-Step

Como comparar?



4 Seleção Genômica para Características Longitudinais

Embora recentemente vários métodos estatísticos tenham sido

propostos para GWS, este vêm sendo aplicados apenas para

características (fenótipos) pontuais, como pesos em idades específicas

e/ou taxas de crescimento em certos períodos.

Assim, surge o interesse em aplicar estes métodos a características

longitudinais, tais como: curvas de crescimento, de progresso de doença,

de lactação, de produção de ovos, de digestibilidade, dentre outras. De

forma geral, análises de GWS para estas características permitem estimar

o valor genomico dos animais para qualquer tempo de interesse, assim

como os efeitos de marcadores.



Para ilustrar uma análise GWS para características longitudinais,

serão utilizados dados simulados utilizados provenientes do

QTLMAS2009 (Workshop of Quantitative Trait Loci Mapping and Marker

Assisted Selection - http://www.qtlmas2009.wur.nl/UK/ ) realizado na

Holanda em abril de 2009.

O conjunto de dados consiste de 1000 indivíduos com informações

completas de 453 marcadores SNPs, aleatoriamente distribuídos sobre

5 cromossomos. Tais dados também foram analisados por Rocha (2011)

e Pong Wong (2010), e constam de 5 informações longitudinais de

crescimento para cada indivíduo. As trajetórias longitudinais serão

descritas pelo modelo Logístico já apresentado no módulo I.
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Modelos de regressão aleatória podem ser usados como 
alternativas aos modelos não lineares 

(vantagens e desvantagens???)



http://www.journalofanimalscience.org/content/early/2014/02/03/jas.2013-6486.abstract



Melhoramento de suínos em rebanhos núcleos (empresas 
multinacionais)

Mesmos reprodutores 
com descendentes em 

diferentes países 
(técnicas de 

biotecnologia)

- Inseminação artificial
- transferência de 

embrião)
- -clonagem



Interação G x E em suínos



Statistical models 

The two-step reaction norm approach (Calus et al., 2002; Kolmodin 

et al., 2002) was used to perform the G×E analysis.  

 

From a practical GWS viewpoint, the two-step reaction norms may 

be preferred because this methodology is applied directly in 

traditional software for performing random regression, such as

ASREML (Gilmour et al., 2002) and WOMBAT (Meyer, 2007),

which allow easy replacement of the traditional relationship matrix 

(A) with a genomic relationship (Van Raden, 2008) matrix (G).  



In the first step, a general sire model was fitted: 

,1 line 2 parity 3 hysy = X β + X β + X β +  Zu + e                            

where y is the vector of the TNB to the daughters of the considered 

sires; βline, βparity and βhys are the fixed effects of the line, parity and 

herd-year-season (HYS), respectively,  with corresponding

incidence matrices of X1, X2 and X3; u is the vector of the sires’ 

additive genetic effects,
2

u ~N( ,σ )u 0 A ; and e is the residual random 

term,
2

e ~N( ,σ )e 0 I .  

O quer dizer 

este modelo?



The aim of this first step was to provide a vector of the pre-corrected 

phenotypes (y*
), which were corrected for fixed effects,

ˆ ˆ ˆ ˆˆ= ( ) = *
1 line 2 parity 3 hysy y - X β + X β + X β Zu + e , and a vector of the 

HYS level estimates     ( ˆ
hysβ ). These variables were used in the

reaction norm model in the second step as dependent and

independent variables, respectively. 



In the second step, the following random regression reaction norm 

(RRRN) model was fitted:  

*

ij i i hys ijij

ˆy =  μ + a + b β + ξ ,                                                                                                               

where y
*
ij represents pre-corrected TNB values from the daughters 

of sire i for level j of the estimated HYS effect hys
ˆ (β ) ; μ is the 

general mean; ai and bi are the random intercept and random slope, 

respectively, for the regression of the additive genetic value (ui) over 

HYS levels; and ξij is the residual term,
2

ij k ξ ~N(0,σ ) .  

Modelo que tenta explicar como o 

componentes genético do primeiro modelo 

varia em função dos níveis ambientais?



ab~ N( , )⊗0 Aθ θ θ θ ∑∑∑∑ , where 

2

a ab

ab 2

ab b

σ σ
.

σ σ

 
=  
 

∑∑∑∑   

G matrix rather than the A matrix in models [1] and [2]

M

m mm=1
= ' 2p (1-p )∑G MM (Van Raden, 2008), where 

Parentesco entre os animais

Parentesco tradicional

Matriz A foi substituída por genômica (G-BLUP)



Both matrices (A and G), as well as their inverses (A-1
 and G-1

),

were obtained using preGSf90 software 

(http://nce.ads.uga.edu/~ignacy/ ). Models [1] and [2] were fitted 

with ASREML (Gilmour et al., 2002) software using the .giv

qualifier to enter A-1
 and G-1 

in the mixed model equations. 
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Thus, a general linear prediction equation can be obtained: 

j hys j

ˆˆ ˆˆ= + βSNP SNPa b φ φ φ φ ,                                                                                                                    

which allows the estimation of a vector of the SNP effects for each 

HYS level of interest, within the observed range of 
hysβ̂ .

 

Primeira proposta de equação na 
literatura!



 
(b) 

Number of common SNPs between 462 most relevant SNPs (a) in each level 

of HYS and effect estimates of the 47 most relevant SNPs for all HYS level (b). 
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